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Abstract. Virtual environments, such as online stores (e.g. Amazon, Google
Play, Booking), promote a collaborative strategy for reviewing products and
services. The users’ opinions represent their degree of satisfaction regarding
the reviewed item. The set of reviews of an item serves as a reputation index.
Hence, the automatic identification of the user satisfaction, regarding an item,
based on his/her textual review, is a tool of great economic and strategic poten-
tial for enterprises. In this context, the growing adoption of emojis and emoti-
cons, boosted by the mobile devices and their Apps, the users increasingly adopt
such a vocabulary to express their opinion and sentiments. In this work, we pre-
sent a quantitative assessment of the richness of emojis/emoticons to predict the
users’ opinion in product reviews in collaborative systems. Our proposal uses
the Bag of Words with Support Vector Machine to predict the users’ opinion in
a online review, taking into account the use of: (1) only words; (2) words and
emojis/emoticons; and (3) only emojis/emoticons. For certain scenarios, consi-
dering the F1 metric, the use of words and emojis results in an efficacy of 0.70,
compared to 0.65, when only words are used (traditional approach).

Resumo. Ambientes virtuais como lojas online de produtos e serviços (e.g.
Amazon, Google Play, Booking) adotam uma estratégia colaborativa de
avaliação e reputação onde os usuários classificam os produtos e serviços.
A opinião do usuário representa o grau seu de satisfação em relação ao
item avaliado. O conjunto de avaliações de um item é referencial de sua
reputação/qualidade. Portanto, a identificação automática da satisfação do
usuário em relação a um item, considerando sua avaliação textual, é uma ferra-
menta com potencial econômico singular. Neste contexto, com a popularização
de emojis e emoticons, intensificada pelo uso de dispositivos móveis e seus
aplicativos, os usuários adotam cada vez mais estes sı́mbolos como parte do
vocabulário utilizado para expressar opiniões e sentimentos. Neste traba-
lho, apresentamos uma avaliação quantitativa da representatividade de emo-
jis/emoticons para a identificação de opinião e polaridade em ambientes online
de avaliação colaborativa. A abordagem proposta quantifica o uso da técnica
Bag of Words com SVM para determinar o grau de satisfação do usuário em
relação a um item, considerando: (1) palavras e emojis/emoticons; (2) ape-
nas palavras; (3) apenas emojis/emoticons. Particularmente, para cenários
especı́ficos o uso de emojis/emoticons para a análise de sentimentos chega a
ter uma eficácia de 0,70, contra 0,65 quando utilizamos apenas as palavras,
considerando a métrica F1.
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1. Introdução

Ambientes virtuais como lojas online (e.g. Amazon, Google Play, Booking) e redes so-
ciais para avaliação1 de locais, estabelecimentos e serviços (e.g. Trip Advisor, Fours-
quare, Yelp, Vivino), permitem que usuários avaliem e compartilhem suas experiências
[Almeida et al. 2016b]. Esse compartilhamento de opiniões define de forma colaborativa
a reputação tanto dos estabelecimentos quanto dos produtos/serviços disponibilizados.
Essa realimentação dos clientes representa uma ferramenta importante para que as em-
presas possam identificar oportunidades de melhoria e crescimento. Portanto, identificar
automaticamente a polaridade (ou sentimento) de uma avaliação (e.g. uma a cinco estrela,
ou simplesmente positivo/negativo) expressa por um usuário é um problema com grande
potencial econômico e estratégico para empresas.

Uma abordagem natural é o uso de técnicas de Análise de Sentimentos. A Análise
de Sentimento, também conhecida como Mineração de Opinião, é o campo de estudo
que analisa as opiniões de pessoas, sentimentos, avaliações e emoções [Liu 2012]. Os
trabalhos envolvendo técnicas de Análise de Sentimento utilizam duas abordagens prin-
cipais para determinar a polaridade de textos: técnicas baseadas em aprendizagem de
máquina [Montejo-Ráez et al. 2014; Ye et al. 2009] e técnicas baseadas em análise
léxica [Martins et al. 2015; Wilson et al. 2009]. Enquanto a primeira abordagem utiliza
modelos de aprendizagem supervisionada, que necessitam de exemplos rotulados (con-
junto de treinamento) para classificar a polaridade de textos; a segunda abordagem usa
léxicos (um conjunto de recursos linguı́sticos com semântica bem definida) para determi-
nar tal polaridade.

Entretanto, o volume de informações geradas a partir destas avaliações é grande.
Como consequência, conforme descrito por Jo e Oh [2011], é difı́cil definir a melhor
combinação de aspectos para analisar essas avaliações, devido à diversidade de: (1) es-
tilos de escrita; (2) tamanho dos textos; (3) caracteres e sı́mbolos especiais (emojis e
emoticons); e (4) idiomas utilizados. Particularmente, emojis e emoticons são cada vez
mais utilizados para expressar emoções como contentamento e descontentamento. Por-
tanto, esses recursos linguı́sticos inerentes a ambientes virtuais possuem relevância na
identificação de polaridade em um texto [Terrana et al. 2014].

Este trabalho apresenta duas contribuições principais: (1) a quantificação do uso
de bag-of-words com SVM (support vector machine) para quantificar a satisfação dos
usuários em avaliações online e (2) a avaliação da riqueza linguı́stica de emoticons e
emojis nesses textos para expressar a satisfação desses usuários.

O restante do artigo está organizado como descrito a seguir. A seção 2 apresenta
os trabalhos relacionados. A seção 3 detalha a abordagem proposta neste artigo para quan-
tificar a satisfação dos usuários em textos que possuem emojis e emoticons. A construção
da base de dados, os experimentos e resultados são detalhados na seção 4. A seção 5
apresenta as conclusões e direções futuras.

1Este trabalho utiliza o termo avaliação como tradução livre dos termos em inglês: review (e.g. Amazon,
Google Play) e tip (e.g. Foursquare).

14º SBSC - Simpósio Brasileiro de Sistemas Colaborativos

1403



2. Trabalhos Relacionados

A análise de polaridade é um tema frequente em computação [Aisopos et al. 2012; Liu
2012; Pang e Lee 2008] devido à sua aplicabilidade e potencial econômico. As aborda-
gens mais conhecidas utilizam aprendizagem de máquina [Martins et al. 2015; Pang et al.
2002] ou análise léxica [Serrano-Guerrero et al. 2015; Wilson et al. 2009].

No contexto de avaliações de dados online, Pang et al. [2002] são pioneiros no uso
de aprendizagem de máquina com técnicas supervisionadas para classificar avaliações de
filmes como positivas ou negativas. Os autores representaram cada revisão como uma
bag-of-words e alcançaram uma acurácia superior a 82,9% com o Support Vector Ma-
chine, usando unigramas e bigramas. Turney [2002] utilizou o mesmo cenário de re-
visões, empregando o PMI-Information Retrieval (PMI-IR) para determinar a orientação
semântica de uma revisão. Turney utilizou 410 revisões de diferentes domı́nios e obteve
uma acurácia de 65,8%.

Moraes et al. [2013] aplicaram análise de polaridade em textos curtos, compa-
rando métodos supervisionados e não-supervisionados (léxicos) para textos em inglês
compartilhados no Foursquare2 (cada tip coletada foi considerada como uma bag-of-
words). Os experimentos foram realizados em duas bases de dados, obtendo como
resultado um empate de 69,3% entre o Naive Bayes e o modelo léxico, levando em
consideração o F1 médio para ambas as bases de dados.

Souza et al. [2016] avaliaram o uso de Análise de Sentimentos para identificar a
polaridade (positivo, negativo e neutro) de tweets a respeito do processo de impedimento
da presidente do Brasil. Durante os experimentos os autores compararam três métodos de
aprendizagem de máquina (SVM, Multinomial Naive Bayes e Max Entropy) para inferir
a polaridade dos tweets. Em seus resultado, o SVM apresentou uma medida F1 de 93,0%
para identificar as classes positivo e negativo. Na classe neutra os resultados apresentam
uma medida F1 de 84,6%.

Terrana et al. [2014] propuseram um método supervisionado para classificar um
tweet como positivo, negativo ou neutro. Os autores consideram os emoticons presentes
nos textos, evitando qualquer interferência humana durante o processamento de rotulação.
Como contribuição, é apresentado um método com uma acurácia média de 72,0%, mos-
trando que é possı́vel analisar os tweets em tempo real a partir dos emoticons.

Reis et al. [2016] investigaram oito métodos de análise de sentimentos, implemen-
tados e disponibilizados no sistema iFeel [Araújo et al. 2014], para inferir a polaridade
em textos compartilhados no jornal Reuters Online3. Os autores concluı́ram que o método
Sentistrength foi o que apresentou melhor eficácia, alcançando uma acurácia de 74,0%;
além de ter de apresentar uma caracterı́stica interessante, permitindo analisar a força da
polaridade em textos em uma escala de −5 (muito negativo) a 5 (muito positivo).

2https://pt.foursquare.com.
3http://www.reuters.com.
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3. Abordagem Proposta
De forma sucinta, a abordagem proposta, ilustrada na figura 1, busca inferir a polaridade
de avaliações a respeito de produtos e serviços publicados em ambientes virtuais, dando
ênfase na utilização de emoticons e emojis e quantificando a riqueza linguı́stica deste
vocabulário para expressar polaridade e opinião. Para atingir esse objetivo a abordagem
proposta inclui as seguintes etapas:

1. Seleção e coleta de dados;
2. Pré-processamento dos dados;
3. Classificação.

Seleção e coleta 
de dados

Pré-processamento Classificação

Avaliações

Palavras + Emojis

Palavras

Emojis

Bag of words

Figura 1. Abordagem proposta.

3.1. Seleção e Coleta de dados

Ambientes virtuais de lojas online de produtos e serviços (e.g. Google Play e Amazon)
são plataformas que permitem que usuários compartilhem suas opiniões e experiências
através de avaliações públicas. A coleta destes dados públicos é particularmente inte-
ressante para validar técnicas de Análise de Sentimentos, pois estas avaliações possuem
descrições textuais das opiniões e notas que quantificam com valores discretos (e.g. uma a
cinco estrelas) a satisfação do usuário relatada no texto. Portanto, as próprias notas podem
ser utilizadas como rótulos mais fidedignos das opiniões (sob a ótica do usuário). Como
o objetivo deste trabalho é quantificar a riqueza de emojis e emoticons para determinar
a polaridade de avaliações, foram consideradas apenas avaliações cujos textos possuı́am
pelo menos um emoji/emoticon. O detalhamento da base de dados e sua construção é
detalhado na seção 4.

3.2. Pré-Processamento

Após a coleta dos dados, os documentos (avaliações) são tratados para eliminar atributos
não representativos das avaliações que foram coletadas. O pré-processamento proposto,
ilustrado na figura 2, inclui as seguintes fases:

• A detecção de idioma descarta textos que não estejam em inglês;
• A função Tokenizer separa os documentos em tokens (segmentos de sentenças),

permitindo processar os segmentos individualmente;

14º SBSC - Simpósio Brasileiro de Sistemas Colaborativos

1405



• A remoção de Menções elimina as citações a outros usuários e hashtags presentes
nos documentos para que sejam avaliados apenas o texto e emojis/emoticons;
• As URLs foram removidas pelo mesmo motivo;
• A remoção de stop words elimina termos não representativos do documento (e.g.

artigos, preposições e números).

Remoção de 
menções

Remoção de 
URLs

Remoção de 
stopwordsTokenizer Avaliações 

filtradas
Detecção de 

idiomaAvaliações

Figura 2. Etapas do pré-processamento.

A seguir, as avaliações textuais são representadas usando a abordagem bag-
of-words (BoW), onde cada documento é representado por um vetor de palavras que
o compõe computando os valores de TF-IDF (term frequency, inverted document fre-
quency) [Aisopos et al. 2012]. A abordagem geral de BoW com TF-IDF é a principal
técnica utilizada em Análise de Sentimentos sobre textos e maiores detalhes podem ser
conferidos no trabalho de Aisopos et al. [2012].

Para quantificar a riqueza linguı́stica de emojis/emoticons são consideradas três
análises:

1. Palavras + emojis - Uma representação de bag-of-words com ambos os termos;
2. Palavras - Uma representação de bag-of-words apenas com palavras;
3. Emojis - Uma representação de bag-of-words apenas com Emojis.

3.3. Classificação

Nessa etapa, utilizamos a representação dos dados criada pela BoW com TF-IDF e
submetemos ao algoritmo de aprendizagem de máquina. Vale ressaltar, que uma ca-
raterı́sticas importante de técnicas supervisionadas é que elas apresentam fundamental-
mente o mesmo comportamento: dado um conjunto de dados de treinamento, composto
por instâncias que são formadas por vários atributos previamente rotulados (polaridades)
nas classes de interesse [Moraes et al. 2013], o modelo aprende caracterı́sticas (base de
treino) de cada classe e poderá ser usado para classificar outras amostras (base de teste).

O classificador adotado foi o SVM (Support Vector Machine) que, em uma
avaliação prévia, apresentou maior eficácia.

4. Experimentos e Resultados
Nesta seção, é apresentada a metodologia experimental e são discutidos os resultados.

4.1. Metodologia

A base de dados foi construı́da com avaliações coletadas da Google Play (loja de apli-
cativos móveis para Android). As avaliações foram coletadas utilizando a Google API4,
que permite captura de páginas de avaliações a partir do identificador do aplicativo e do

4https://github.com/facundoolano/google-play-scraper.
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idioma desejado. A Google API limita o acesso a 100 páginas de cada aplicativo por
hora. Além das avaliações de aplicativos, a base inclui também avaliações publicadas
na Amazon, disponibilizadas por Leskovec e Krevl [2014]; McAuley et al. [2015]. To-
das as avaliações possuem uma nota entre um e cinco. Na base foram incluı́das apenas
avaliações com pelo menos um emoji/emoticon, dado o objetivo deste trabalho. O total
de avaliações da Google Play é de 4.234 (35,3 %), e o número de avaliações da Amazon
é de 7.781 (64,7 %).

A base de dados utilizada nos experimentos foi organizada de duas formas, repre-
sentando dois cenários tı́picos para Análise de Sentimentos (figura 3):

• Cenário I. Esse cenário considera cinco possibilidades de nota para cada
avaliação: nota um expressa a avaliação mais negativa possı́vel; nota cinco
expressa a avaliação mais positiva possı́vel.

• Cenário II. Esse cenário considera três possibilidades de nota para cada avaliação:
−1 (negativo), 0 (neutro) e 1 (positivo). A classe da nota −1 contém 50% de
avaliações oriundas da nota 1 e 50% da nota 2 da base original, sorteados alea-
toriamente. De forma análoga, a classe da nota 1 do cenário II contém 50% de
avaliações oriundas da nota 4 e 50% da nota 5 da base original. A classe da nota
0 inclui as instâncias da nota 3 da base original.

(a) Avaliações com cinco notas. (b) Avaliações com três notas.

Figura 3. Distribuição de dados para os dois cenários considerados.

Na fase de pré-processamento os emojis foram transformados em palavras (con-
forme ilustrado a figura 4), pois assim podem ser processados para a geração da bag-of-
words. Essa transformação tem como objetivo agrupar emojis com o mesmo significado,
simplificando o vocabulário.

Para cada tipo de pré-processamento, os experimentos foram realizados em dois
cenários conforme descrito na seção anterior. No primeiro as avaliações tinham cinco
rótulos, onde 1 significa nada satisfeito e 5 muito satisfeito. No segundo cenário, a
classificação se dava apenas em negativo, positivo e neutro (−1,0, e 1) como a maioria
dos trabalhos na área de detecção de polaridade [Almeida et al. 2016a]. Estes experimen-
tos ajudaram a comparar o desempenho do método, e observar onde ele teve o melhor
desempenho.
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Figura 4. Substituição de Emojis por palavras.

Os experimentos foram conduzidos utilizando técnicas de representação de ca-
racterı́sticas tradicionais, tendo como entrada as avaliações textuais e suas respecti-
vas pontuações. A seguir, o texto é pré-processado e é executada a vetorização e
transformação em uma BoW utilizando TF-IDF (term frequency–inverse document fre-
quency) para identificação dos termos significativos de cada texto, e por fim este vetor de
caracterı́sticas é fornecido como entrada ao SVM.

Visando quantificar a relevância de emojis e emoticons como recursos linguı́sticos
(ainda que representem uma linguagem informal) para expressão de sentimentos e
opiniões, cada cenário avalia a abordagem de Análise de Sentimentos considerando:

• Somente Palavras. Abordagem BoW tradicional que considera apenas palavras
(emojis e emoticons que originalmente estavam presentes no texto são descarta-
dos).

• Palavras+Emojis. Abordagem que considera emojis e emoticons como palavras
do vocabulário.

• Somente Emojis. Abordagem que considera somente os emojis e emoticons como
palavras do vocabulário.

Os experimentos adotam uma validação cruzada de dez grupos (ten fold cross
validation). Os valores médios apresentados foram complementados com os intervalos
de confiança para um grau de 95% de confiança. Esses intervalos são apresentados nos
gráficos através de barras de erros.

4.2. Resultados e Avaliações

Os resultados e as avaliações estão organizados por cenário.
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1 2 3 4 5

Cenário I - Somente Palavras
0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

1 0,65 ± 0,05 0,60 ± 0,07 0,74 ± 0,03
2 0,37 ± 0,11 0,41 ± 0,06 0,42 ± 0,14
3 0,30 ± 0,06 0,33 ± 0,06 0,30 ± 0,06
4 0,31 ± 0,02 0,35 ± 0,03 0,28 ± 0,02
5 0,62 ± 0,02 0,61 ± 0,05 0,66 ± 0,03

(a) Somente palavras.

1 2 3 4 5

Cenário I - Palavras + Emojis

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

1 0,70 ± 0,05 0,66 ± 0,07 0,79 ± 0,03
2 0,40 ± 0,10 0,46 ± 0,05 0,44 ± 0,14
3 0,33 ± 0,05 0,36 ± 0,06 0,32 ± 0,05
4 0,33 ± 0,02 0,40 ± 0,03 0,28 ± 0,02
5 0,66 ± 0,02 0,63 ± 0,05 0,74 ± 0,03

(b) Palavras+emojis.

1 2 3 4 5

Cenário I − Emojis

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

1 0,47 ± 0,05 0,53 ± 0,15 0,48 ± 0,08
2 0,35 ± 0,05 0,29 ± 0,03 0,47 ± 0,13
3 0,00 ± 0,00 0,00 ± 0,00 0,00 ± 0,00
4 0,37 ± 0,02 0,29 ± 0,02 0,53 ± 0,05
5 0,35 ± 0,03 0,54 ± 0,09 0,27 ± 0,03

(c) Somente emojis.

Figura 5. Cenário I: F1, Precisão e Revocação.

4.2.1. Cenário I: Cinco Nı́veis/Notas

Considerando o uso de palavras somente, a acurácia geral média foi de 47,4% ± 4,05,
contra 50,7% ± 3,9 para palavras e emojis, representando um ganho médio de 6,9% (i.e.

14º SBSC - Simpósio Brasileiro de Sistemas Colaborativos

1409



3,3 pontos percentuais). Ao analisar a eficácia de classificação por classe, ilustrada na
figura 5, fica evidente a maior facilidade para identificar avaliações com nota mı́nima
e nota máxima. Em particular, ao incluir emojis/emoticons, o ganho em termos de F1
para a nota 1 é de 7,7% (0,65 contra 0,70). Outro fato importante é que ao utilizarmos
apenas emojis, descartando outras palavras, o BoW não foi capaz de identificar a classe
referente à nota 3 em nossa base, conforme ilustrado na figura 5(c). Além disso, o ganho
ao combinar palavras e emojis é maior do que o uso isolado de emojis.

A matriz média de confusão para cada abordagem é apresentada na figura 6. Em
ambos os casos, fica claro que a confusão/erro mais comum tem distância um. Por exem-
plo, a classe nota 3 é mais frequentemente confundida com nota 2 ou nota 4, mas rara-
mente confundida com nota 1 ou nota 5, conforme evidencia a coluna nota 3 (prevista).

(a) Somente palavras. (b) Palavras+emojis. (c) Somente emojis.

Figura 6. Cenário I: Matrizes de confusão.

Os resultados evidenciam a dificuldade para predizer a nota de uma avaliação
quando são considerados cinco valores possı́veis. Essa dificuldade deve ser intensifi-
cada se a escala de notas for maior, e.g. de um a dez. Contudo, claramente os emo-
jis/emoticons, utilizados para representar emoções, agregam informação relevante que é
capturada pela abordagem BoW.

4.2.2. Cenário II: Três Nı́veis

Considerando o uso de palavras somente, a acurácia geral média foi de 67,1% ± 1,7,
contra 62,9% ± 1,9 para palavras e emojis, representando um ganho médio de 6,7% (i.e.
4,2 pontos percentuais). A eficácia de classificação por classe é ilustrada na figura 7, fica
evidente a maior facilidade para identificar avaliações com nota mı́nima e nota máxima.
Contudo, o uso de emojis possui impacto menor, quando comparado ao problema de cinco
classes do cenário I. Isso ocorre porque o problema de três classes é melhor resolvido pelo
BoW, independentemente do uso de emojis/emoticons. Novamente, para três classes, o
ganho ao combinar palavras e emojis também é maior do que o uso isolado de emojis.

A figura 8 apresenta as matrizes de confusão para as duas abordagens. As matrizes
mostram que ao utilizar somente palavras (abordagem tradicional), o algoritmo confunde
a classe 1 (positivo) como −1 (negativo) mais do que a abordagem usando emojis: a
célula (1,−1) da matriz “somente palavras” (figura 8(a)) é mais densa que a da matriz
“palavras+emojis”(figura 8(b)), representando uma redução de 53,3% de erro (0,15 contra
0,07).
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-1 0 1

Cenário II - Somente Palavras
0.

0
0.

2
0.

4
0.

6
0.

8
1.

0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

−1 0,54 ± 0,07 0,51 ± 0,03 0,61 ± 0,09
0 0,51 ± 0,06 0,61 ± 0,03 0,52 ± 0,10
1 0,78 ± 0,02 0,8 ± 0,04 0,77 ± 0,02

(a) Somente palavras.

-1 0 1

Cenário II - Palavras + Emojis

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

−1 0,57 ± 0,07 0,59 ± 0,02 0,62 ± 0,09
0 0,54 ± 0,06 0,65 ± 0,03 0,55 ± 0,1
1 0,83 ± 0,02 0,81 ± 0,04 0,86 ± 0,02

(b) Palavras+emojis.

-1 0 1

Cenário II - Somente Emojis

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

F1
Precisão
Revocação

Nota F1 Precisão Revocação

−1 0,62 ± 0,01 0,57 ± 0,01 0,68 ± 0,01
0 0,20 ± 0,03 0,31 ± 0,04 0,15 ± 0,02
1 0,65 ± 0,01 0,56 ± 0,01 0,78 ± 0,01

(c) Somente emojis.

Figura 7. Cenário II: F1, Precisão e Revocação.

5. Conclusão
Neste trabalho quantificamos a relevância de emojis/emoticons como vocabulário utili-
zado para expressão de opinião em avaliações online. Foram consideradas avaliações
coletadas da Amazon e da Google Play. Dois cenários foram considerados assumindo
escalas de cinco nı́veis (1 a 5) e três nı́veis (−1, 0 e 1). O modelo adotado para previsão
de notas, com base nas avaliações, foi o BoW (Bag of Words). Os ganhos de eficácia na
previsão chegaram a 7,7% (0,65 contra 0,70), considerando a métrica F1. O uso de emojis
combinados às palavras trouxe para o modelo um ganho maior do que a eficácia do uso
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(a) Somente palavras. (b) Palavras+emojis. (c) Somente emojis.

Figura 8. Cenário II: Matrizes de confusão.

isolado de emojis. Particularmente, no cenário de cinco classes, o uso isolado de emojis
não foi capaz de identificar avaliações da classe neutra (nota 3). Outro fato interessante é
que o uso de emojis/emoticons como parte do vocabulário do BoW ajuda a reduzir, prin-
cipalmente, os erros mais extremos, tais como confundir nota -1 com 1, no cenário com
três classes/notas. Portanto, emojis e emoticons são recursos linguı́sticos (linguagem on-
line universal) com poder discriminante para previsão de opinião/polaridade/sentimento,
principalmente, considerando opiniões extremas (muito negativas/positivas).

Como trabalhos futuros, pretendemos modelar o problema com uma estrutura
hierárquica de classificação, resolvendo primeiro o problema de três classes (positivo,
neutro, negativo) para então determinar sub-nı́veis das classes positivo e negativo. Pre-
tendemos também aplicar técnicas de Teoria da Informação, representando as avaliações
por distribuições discretas, para caracterizar as classes utilizando os conceitos de entropia
e a divergência de Renyi.
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